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es decir, tr(AB) se entiende como el producto interior de los vectores np-dimensionales

que se obtienen al leer las matrices de cualquier forma (pero de igual manera en am-

bas). En ese sentido, podemos afirma que la tr(AB) generaliza el producto interior

de dos vectores, de ah́ı que definamos

A,B := tr(AB), A,B ∈Mn×p.

Por último, dadas A,B,C matrices cuadradas de orden n, se verifica que tr(ABC) =

tr(CAB) = tr(BAC).

Proposición 9.17.
Dadas A, B y C, se verifica, siempre y cuando tengan sentido los productos, que

tr(AB) = tr(BA) = tr(AB) = tr(BA),

tr(ABC) = tr(BCA) = tr(CAB).

9.2. Generalidades sobre Probabilidad

En esta sección y en la siguiente presentamos una miscelánea de definiciones y

resultados fundamentales que serán necesarios en nuestra teoŕıa. Dado que la proba-

bilidad se entiende formalmente como una medida de extensión 1, haremos uso de

diversos conceptos y resultados de la Teoŕıa de la Medida, que daremos por conoci-

dos5.

Definiciones básicas

Para empezar, un espacio medible es un par (Ω,A), donde Ω denota un conjunto

no vaćıo y A una σ-álgebra de P(Ω). Lo más común es que Ω sea un subconjunto de

interior no vaćıo de Rn, para algún n ≥ 1, o una colección numerable de elementos,

por ejemplo N. En el primer caso, se considera normalmente la σ-álgebra de Borel,

que es la generada por los conjuntos abiertos y se denota por Rn 6; en el segundo, se

considera P(Ω).
Una probabilidad P sobre (Ω,A) es una medida positiva de extensión 1 sobre

dicho espacio. La terna (Ω,A, P ) constituye un espacio de probabilidad. Una variable

aleatoria será una función X medible de (Ω,A) en otro espacio (ΩX ,AX). Se dice

5Pueden consultarse, por ejemplo, en Ash (1972(, Billinsley (1986) o Nogales (1998).
6Coincide con el producto cartesiano n veces consigo misma de la σ-álgebra de Borel en R, que

se denota por R.
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real cuando el espacio de llegada es R (se entiende que R está provisto de σ-álgebra

de Borel). En todo caso, X induce en el espacio de llegada una nueva probabilidad

PX , definida mediante PX(B) = P (X−1(B)), para todo B ∈ AX . Si X es real, la

expresión EP [X], denominada esperanza de X, hará referencia a la integral de X

respecto de P, siempre y cuando exista. Esta definición puede hacerse extensiva a

variables aleatorias con valores en C, suponiendo C dotado de la σ-álgebra de Borel

R2. Dado k ∈ N, el momento de orden k de X se definirá como EP [X
k], siempre

y cuando exista. Se define la función caracteŕıstica de una variable aleatoria real X

mediante

ϕX(t) = EP [exp{itX}], t ∈ R.
Esta función, bien definida sobre toda la recta real y con valores complejos, viene a

caracterizar, en virtud del Teorema de Inversión de Levy, a la probabilidad PX . De

manera análoga se define la función generatriz de momentos

gX(t) = EP [exp{tX}], t ∈ R.
Cuando esta función está bien definida en un entorno de 0, queda garantizada la

existencia de todos los momentos de PX , que se obtienen a partir de gX mediante

EP [X
k] = g

(k)
X (0).

La función de distribución de X se define mediante

FX(t) = P (X ≤ t), t ∈ R.
Esta función es no decreciente, continua por la derecha y tal que ĺımt→−∞ F (t) = 0

y ĺımt→+∞ F (t) = 1. Al igual que la función caracteŕıstica, determina de manera

uńıvoca la probabilidad PX . Dado α ∈ (0, 1), se denota por [PX ]α al cualquier número

real tal que FX

[PX ]α


= 1− α, si es que existe. Si FX es continua, [PX ]α existirá y

será único para cualquier valor de α. En general, las propiedades fundamentales de

las tres funciones que hemos definido pueden encontrarse, por ejemplo, en Billingsley

(1986).

Un n-vector aleatorio real es una función medible Y de (Ω,A, P ) en Rn, que

induce pues, de manera natural, una nueva probabilidad sobre (Rn,Rn) denominada

distribución de Y respecto a P y se denota por P Y . Las funciones caracteŕıstica y

generatriz pueden definirse entonces mediante

ϕY (t) = EP [exp{it, Y }], gY (t) = EP [exp{t, Y }], t ∈ Rn.

Las propiedades de las funciones caracteŕıstica e inversa se traducen de manera na-

tural del caso unidimensional al multidimensional. Se dice que P Y está dominada
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por una medida σ-finita µ sobre Rn cuando todo suceso µ-nulo es P Y -nulo. En tal

caso, el teorema de Radom-Nykodin7 garantiza la existencia de una función medible

f : Rn → R+ tal que

P (A) =



A

f(x) dµ, A ∈ Rn

Una función en tales condiciones se denomina función de densidad y caracteriza

plenamente la distribución P Y . En la mayor parte de las ocasiones será la medida de

Lebesgue8 la que actúe como dominante y la integral anterior será la de Lebesgue.

En otros casos, Y tendrá como imagen un conjunto finito o numerable, con lo cual

la medida cardinal sobre dicho conjunto ejercerá como dominante y la función de

densidad será la función indicador del mismo.

Por otra parte, se denota por Y1, . . . , Yn las componentes de Y , que son variables

aleatorias reales. Aśı, para cada i = 1, . . . , n, definimos como media de Yi al parámetro

EP [Yi], siempre y cuando exista. La media suele denotarse mediante la letra µ, seguida

en este caso del correspondiente sub́ındice. Además, en la notación EP suele eliminarse

el sub́ındice P siempre y cuando no haya lugar a confusión. Igualmente, si Yi posee

momento de segundo orden finito, podemos definir el parámetro var[Yi] = E[(Yi −
µi)

2], denominado varianza, que será positivo y finito. Suele denotarse mediante σ2

seguida del correspondiente sub́ındice. Por otra parte, dado i y j entre 1 y n, si Yi
e Yj poseen momentos de segundo orden finitos podemos definir la covarianza entre

ambas mediante

cov[Yi, Yj] = E[(Yi − µi)(Yj − µj)].
Se denotará también mediante σij. Obviamente, se tiene que σii = σ2

i . Además, se

sigue de la desigualdad de Holder9 que

−σiσj ≤ σij ≤ σiσj,

lo cual invita a considerar el parámetro

ρij =
σij
σiσj

∈ [−1, 1], (9.10)

denominado coeficiente de correlación lineal simple. Las medias µi, i = 1, . . . , n com-

ponen un vector media que se denota por E[Y ] 10 o, frecuentemente, por µ. Las

7Ver Billingsley (1986)
8Ver Billingsley (1986)
9Rudin (1979).

10Estamos entendiendo pues que la esperanza de un vector aleatorio es el vector formado por las
esperanzas de sus componentes.
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varianzas y covarianzas componen a su vez una matriz que se denota por Cov[Y ] o,

frecuentemente, mediante la letra Σ, y que puede definirse matricialmente mediante

Cov[Y ] = E[(Y − µ)(Y − µ)].

Esta matriz simétrica es semidefinida positiva. La suma de los elementos de su dia-

gonal se denomina varianza total. De igual forma podemos hablar de una matriz de

correlaciones que se define mediante P = D−1
Σ ΣD−1

Σ , siendo DΣ la matriz diagonal

constituida por las varianzas. Dados A ∈ Mm×n y b ∈ Rn, podemos considerar la

transformación af́ın AY + b, de (Ω,A, P ) en Rm. Puede comprobarse fácilmente que

E[AY + b] = AE[Y ] + b, Cov[AY + b] = ACov[Y ]A. (9.11)

Dados dos vectores aleatorios Y1 e Y2 de (Ω,A, P ) en Rn1 y Rn2 , respectivamente,

decimos que son independientes cuando, para cada par de sucesos B1 de Rn1 y B2

deRn2 , se verifica que

P (Y1 ∈ B1, Y2 ∈ B2) = P (Y1 ∈ B1)P (Y2 ∈ B2).

La definición anterior sigue puede extenderse sin problemas al caso de k vectores

aleatorios. Lo mismo ocurre con la que sigue: dados dos probabilidades P1 y P2

definidas sobre (Ω1,A1) y (Ω2,A2), respectivamente, se denota por P1 × P2 la única

probabilidad sobre el espacio producto (Ω1 × Ω2,A1 ×A2) tal que

[P1 × P2](A1 × A2) = P1(A1)P2(A2), ∀B1 ∈ A1, ∀A2 ∈ A2.

La existencia y unicidad de dicha probabilidad, denominada probabilidad producto,

se deriva del Teorema de de la medida producto11. Este producto puede extenderse

al caso en el que una de las probabilidades sea de transición: decimos que L, definida
sobre A1×Ω2 y con valores en [0, 1], es una probabilidad de transición cuando, para

cada A1 ∈ A1, la función L(A1, ·) es medible y, además, para cada x2 ∈ Ω2, la función

L(·, x2) es una probabilidad. En ese caso, existe una única probabilidad L×P2 sobre

el espacio producto, denominada producto generalizado, tal que

[L × P2](A1 × A2) =



A2

L(A1, ·) dP2, ∀A1 ∈ A1, ∀B2 ∈ A2.

11Ver, por ejemplo, Billingsley (1986). Ver también el teorema de Fubini y el de la medida pro-
ducto generalizado. La extensión al producto finito de probabilidades es trivial. En el caso infinito,
el producto puede construirse teniendo en cuenta el Teorema de Extensión de Kolmogorov (Ash
(1972)).
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Obviamente, que dos vectores aleatorios Y1 e Y2 definidos en (Ω,A, P ) sean inde-

pendientes equivale a que la distribución conjunta P (Y1,Y2) sea el producto de las

distribuciones marginales P Y1 y P Y2 .

Consideremos el vector conjunto Y = (Y 1 , Y

2)
, de (Ω,A, P ) en Rn1+n2 . Si Y1 e

Y2 poseen momentos de orden 2 finitos podemos hablar de la media y matriz de

varianzas-covarianzas de Y , que descomponen de la siguiente forma

µ =


µ1

µ2


, Σ =


Σ11 Σ12

Σ21 Σ22


. (9.12)

Se dice que Y1 e Y2 son incorrelados cuando Σ12 = 0. Es inmediato comprobar que la

independencia implica incorrelación, aunque el rećıproco no es cierto en general. No

obstante, śı que lo es bajo la hipótesis de normalidad multivariante, según se estudia

en el caṕıtulo 1, dedicado al estudio de dicha distribución.

Cuando la matriz Σ es definida positiva también lo es, en virtud del del lema 9.7,

la matriz Σ22, de ah́ı que tenga sentido definir la matriz

Σ11·2 = Σ11 − Σ12Σ
−1
22 Σ21 (9.13)

denominada matriz de varianzas-covarianzas parciales de Y1 dado Y2. En el caso

n1 = 1, estaremos hablando de un número no negativo

σ2
11·2 = σ2

1 − Σ12Σ
−1
22 Σ21, (9.14)

que denominaremos varianza parcial de Y1 dado Y2. En ese caso, se define también el

siguiente parámetro

ρ2
12 =

1

σ2
1

Σ12Σ
−1
22 Σ21 (9.15)

denominado coeficiente de correlación lineal múltiple (al cuadrado) de Y1 respecto a

Y2. En el caso n2 = 1 estaremos hablando del coeficiente de correlación lineal simple

definido en (9.10). A continuación intentaremos ofrecer una interpretación geométrica

de todos los parámetros definidos.

Interpretación geométrica de los parámetros

Es bastante habitual en Matemáticas en general, y en Probabilidad y Estad́ıstica

en particular, cuantificar los errores evaluando los cuadrados de las diferencias. Esta

forma de proceder, a todas luces razonable, fue propuesta por el propio Gauss a

finales del siglo XVIII. Se conoce como técnica de mı́nimos cuadrado. El propio
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Gauss demostró en 1829 un resultado conocido como Teorema de Gauss-Markov12

que explica el éxito de esta técnica.

No obstante, nuestra intención aqúı es aclarar que esta forma de proceder posee

una sencilla justificación en un marco formal más general: el los espacios de Hilbert.

El ejemplo más inmediato de espacio de Hilbert es el propio Rn dotado del producto

escalar. Esta consideración será de utilidad a la hora de interpretar los parámetros

muestrales (estad́ısticos). El otro espacio de Hilbert a tener en cuenta y el que nos

atañe en esta sección es L2. Dado un espacio de probabilidad (Ω,A, P ), se denota por

L2(Ω,A, P ) el conjunto de las variables aleatorias13 reales de cuadrado integrable (es

decir, de varianza finita). En dicho espacio podemos considerar el producto interior

definido mediante

f, g =


Ω

fg dP, f, g ∈ L2. (9.16)

La desigualdad de Holder garantiza que dicha integral existe y es finita. El producto

interior induce una noción de ortogonalidad y una norma sobre L2 definida mediante

f2 =



Ω

f2 dP

1/2

(9.17)

que induce, a su vez, una métrica en L2 que se denotará por d2 y que hace completo

el espacio. Si consideramos el espacio de los p-vectores aleatorios cuyas componentes

poseen cuadrados integrables, podemos definir, para cada par f = (fi)i≤p y g =

(gi)i≤p, el producto interior

f, gp =


fg dP =

p
i=1

fi, gi. (9.18)

Este producto induce igualmente una norma y una métrica d2,p en dicho espacio.

Interpretaremos los parámetros probabiĺısticos considerados anteriormente a la luz

de estas definiciones.

En primer lugar, es obvio que, si cualquiera de las variables aleatorias f o g posee

media 0, la ortogonalidad equivale a la incorrelación. Además, la esperanza o media de

cualquier función f en L2 puede entenderse como la proyección ortogonal de f sobre

el subespacio de las funciones constantes, que se denotará por ı, siendo su varianza

la distancia al cuadrado entre f y su proyección, que es mı́nima. Efectivamente,

basta demostrar que f − EP [f ] es ortogonal a cualquier función constante, lo cual

se sigue directamente de la propia definición de EP [f ]. Por lo tanto, se verifica que

12Ver teorema teorema 3.3.
13Se identifican los vectores que difieren en un suceso de probabilidad nula.
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f − E[f ] < f − k para cualquier otra función constante k 14 Es decir, que la

media puede entenderse como la variable constante más próxima (según la métrica

anterior) a la nuestra. La diferencia existente entre la situación real (aleatoria) y la

que correspondeŕıa a un fenómeno determinista (constante) queda recogida mediante

la variable aleatoria

f − P1f = P1⊥f = f − EP [f ],

que podemos denominar variabilidad total. La varianza es el tamaño al cuadrado

(norma al cuadrado) de la variabilidad total y pretende pues cuantificar dicha dife-

rencia.
















0



















1






L2

1⊥

f

f − EP [f ]

EP [f ]

En el caso multivariante, se denota por Kp el subespacio de los p-vectores aleatorios

constantes. El vector constante cuyas componentes sean más próximas en sentido d2

a las del vector aleatorio f es PKpf = EP [f]. La diferencia entre ambos es f− EP [f],

cuya componente i-ésima es Pı⊥fi, para i = 1, . . . , p. Esta discrepancia entre f y

la situación determinista puede cuantificarse mediante la distancia d2,p entre ambos

que se denomina varianza multivariante total de f. Concretamente,

varT [f] = EP [f− EP [f]2] =

p
i=1

var[fi] (9.19)

Nótese que este parámetro supone una generalización multivariante de la varianza.

Los productos interiores entre las componentes del vector variabilidad total son las

14Algo análogo podemos decir respecto a la mediana (si es que está bien definida) en el contexto
del espacio L1 de funciones integrables. Concretamente, se trata de la constante k que minimiza la
distancia

 |f − k| dP, siendo el mı́nimo EP [f ]− 1.
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covarianzas. Aśı pues, dos variables aleatorias son incorreladas cuando sus proyec-

ciones sobre 1⊥ son perpendiculares según el producto interior definido en (9.25).

Posteriormente interpretaremos este hecho en términos del problema de regresión li-

neal. Por otra parte, aplicando la desigualdad de Holder15, se tiene que la covarianza

al cuadrado es menor o igual que el producto de las varianzas, lo cual invita a definir

el coeficiente de correlación lineal simple que, a la postre, tendrá una interpretación

más clara que la de la covarianza. En definitiva,

Pıf ≡ E[f ], d2
2(f, E[f ]) = var[f ]. (9.20)

PKpf ≡ E[f], d2
2,p(f, E[f]) = varT [f]. (9.21)


Pı⊥fi, Pı⊥fj


= cov[fi, fj], i, j = 1, . . . , p. (9.22)




var[f1] . . . cov[f1, fp]
...

. . .
...

cov[fp, f1] . . . var[fp]


 = Cov[f]. (9.23)

Dados una variable aleatoria Y1 y un q-vector aleatorio Y2 con matriz de varianzas-

covarianzas conjunta Σ > 0. Sabemos que tanto Y1 como Y2 se descomponen ortogo-

nalmente en sendas funciones constantes, las respectivas medias, más sus variabilida-

des totales, Y1−EP [Y1] y Y2−EP [Y2], repectivamente. Queremos saber en qué medida

la variabilidad total de Y1 puede ser explicada como combinación lineal de la de Y2.

Se trata de la proyección ortogonal de Y1 − EP [Y1] sobre el subespacio E0 ⊂ L2

compuesto por las funciones de la forma β(Y2 − EP [Y2]), para algún β ∈ M1×q. Se
denotará también mediante Y2− EP [Y2]. En definitiva, buscamos pues el valor de β

tal que

Y1 − EP [Y1]− β(Y2 − EP [Y2]) ⊥ Y2 − EP [Y2] (9.24)

15Caso particular de la de Cauchy-Schwarz
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1⊥

E0 = Y2 − EP [Y2]

Y1 − EP [Y1]

β(Y2 − EP [Y2])

Y1 − EP [Y1]− β(Y2 − EP [Y2])

De (9.24) se sigue que β es la solución a la ecuación

Σ12 = βΣ22,

es decir,

β = Σ12Σ
−1
22 . (9.25)

Aplicando las propiedades de la proyección ortogonal se tiene entonces que la com-

binación af́ın de las componentes de Y2 que más se aproxima en el sentido d2 a Y1
16

es α+ βY2, siendo

α = E[Y1]− βE[Y2] (9.26)

Si Y1 es un p-vector aleatorio, podemos razonar de igual forma y por separado para

cada una de sus componentes, de manera que β será una matriz p× q y α un vector

p-dimensional. El vector aleatorio Y1 − (α + βY2) = Y1 − EP (Y1) − β(Y2 − EP [Y2]),

recoge la parte de la variabilidad total de Y1 no explicada linealmente por la variabi-

lidad total de Y2. Ésta es constante (es decir, estaŕıamos hablando de una situación

determinista) si, y sólo si, es nula, en cuyo caso Y1 quedaŕıa determinado por el va-

lor de Y2 mediante la relación af́ın anterior. Ello invita a considerar la matriz de

varianzas-covarianzas de dicha diferencia. Teniendo en cuenta la ilustración anterior,

16Es decir, la proyección de Y1 sobre el subespacio 1|Y2
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puede obtenerse mediante:

CovP [Y1 − (α + βY2)] =

Y1 − EP (Y1), Y1 − EP (Y1)− β(Y2 − EP [Y2])



=

Y1 − EP (Y1), Y1 − EP (Y1)



+ β

Y2 − EP (Y2), Y2 − EP (Y2)


β

= Σ11 − Σ12Σ
−1
22 Σ21

Estamos hablando pues de la a matriz de varianzas-covarianzas parciales, definida

en (9.13). Ésta es menor o igual que la matriz de varianza-covarianzas de Y1 en el

sentido del preorden definido en (9.4).

En el caso p = 1 tendremos la varianza parcial, que será menor o igual que

la varianza total de Y1. Analizando los dos casos extremos tenemos, primeramente,

que un valor nulo de la varianza parcial se corresponderá con una dependencia af́ın

perfecta (determinista) de Y1 respecto a Y2; por contra, un valor de la varianza parcial

igual al de la varianza total se corresponde con β = 0 y α = E[Y1]. En tal caso,

la variabilidad total de las componentes de Y2 no sirve en absoluto para explicar

linealmente la variabilidad total de Y1. Este hecho se corresponde con el caso Σ12 = 0.

De esta forma podemos interpretar la incorrelación entre variables aleatorias. En

general, el término ρ2
1·2 se interpreta como la proporción de variabilidad total de Y1

explicada17 linealmente por la variabilidad total de Y2. Este coeficiente generaliza el

de correlación lineal simple definido en (9.10), en el sentido de que el primero es

el cuadrado del segundo cuando q = 1. Para ilustrarlo, se expresan en el siguiente

gráfico las normas al cuadrado de los vectores (varianzas).

17Esta interpretación heuŕıstica del coeficiente de correlación, muy frecuente en nuestra teoŕıa,
será comentada y matizada en el caṕıtulo 3.
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1⊥

E0

σ2
1

Σ12Σ
−1
22 Σ21

σ2
11·2

Nótese que, por la ortogonalidad de la descomposición, se verifica que

σ2
1 = Σ12Σ

−1
22 Σ21 + σ

2
11·2

De esta manera, el coeficiente de correlación múltiple al cuadrado que se define como

el cociente

ρ2
1·2 =

Σ12Σ
−1
22 Σ21

σ2
1

,

se interpreta, como hemos dicho anteriormente, como la proporción de la varianza de

Y1 explicada linealmente por Y2, mientras que la parte no explicada es

σ2
11·2 = σ2

1(1− ρ2
1·2)

Además, puede demostrarse (cuestión propuesta) que ρ2
12 es la máxima correlación

lineal simple al cuadrado entre Y1 y una variable aleatoria de la forma bY2, con

b ∈M1×q, que se alcanza en b = β.

Esperanza condicional

El estudio de los parámetros anteriores tendrá mayor alcance a la luz de los

conceptos de esperanza condicional, probabilidad condicional regular e independencia

condicional, que introducimos a continuación. Dadas una variable aleatoria Z, de

(Ω,A, P ) en (ΩZ ,AZ), y una variable aleatoria real Y no negativa o integrable, se
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define EP [Y |Z] como la clase de variables aleatorias reales definidas sobre (ΩZ ,AZ)

verificando la propiedad18



B

g dPZ =



Z−1(B)

Y dP, ∀B ∈ AZ .

Puede probarse19 que, si E1 denota el subespacio lineal cerrado de L2(Ω,A, P ) consti-
tuido por las funciones de la forma f◦Z, para alguna variable aleatoria f : (ΩZ ,AZ)→
R, se verifica que

E[Y |Z] ◦ Z = PE1Y, (9.27)

es decir, la esperanza condicional es la función de Z que más se aproxima a Y en

los términos de la distancia d2 definida en (9.17). Podŕıamos hablar pues de la mejor

aproximación mı́nimo-cuadrática.

Si Y es un n-vector aleatorio real, queda garantizada la existencia de una pro-

babilidad de transición P Y |Z , de ΩZ × Rn en [0, 1], tal que, para cada A ∈ Rn,

P Y |Z(·, A) es una versión de P [Y ∈ A|Z], es decir, de E[IY −1(A)|Z]. Una función en

esas condiciones se denomina versión de la probabilidad condicional regular de Y

dada Z. Las propiedades de la misma pueden estudiarse con detalle en Billingsley

(1986). Mencionaremos aqúı tres de ellas: en primer lugar, la esperanza condicional

de Y dada Z es la media de la variable P Y |Z=z, para cualquier versión probabilidad

condicional regular; la distribución conjunta de Y y Z se reconstruye como producto

generalizado entre P Y |Z y PZ ; por último, Y y Z son independientes si, y sólo si,

podemos encontrar una versión de P Y |Z constante en Z.

Puede probarse fácilmente que, si P Y y PZ están dominadas por sendas medi-

das σ-finitas µ1 y µ2, siendo fY y fZ sus respectivas densidades, entonces P (Y,Z)

está dominada por la medida producto µ1×µ2. Además, si se denota por f la corres-

pondiente función de densidad, la siguiente función, bien definida PZ-c.s., constituye

una densidad de P Y |Z=z respecto a µ1:

fY |Z=z(y) =
f(y, z)

fZ(z)
(9.28)

Por otra parte, si Y descompone en dos subvectores, Y1 e Y2, de dimensiones p y q,

respectivamente, se dice que Y1 e Y2 son condicionalmente independientes dado Z,

18El Teorema de Radom-Nicodym garantiza la existencia de esta familia de funciones. Además, las
funciones en tales condiciones constituyen una clase de equivalencia en el conjunto de las funciones
AZ -medibles, pues dos cualesquiera serán iguales PZ-casi seguro, es decir, salvo en un conjunto de
AZ de probabilidad nula. Por otra parte, si Y es un n-vector aleatorio de componentes Y1, . . . , Yn,

se define E[Y |Z] = (E[Y1|Z], . . . , E[Yn|Z]), cuando tenga sentido. En general, las propiedades funda-
mentales de la Esperanza Condicional pueden estudiarse en Ash (1972) o Nogales (1998).

19Ver Nogales (1998).
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lo cual se denota mediante Y1 ⊥⊥ Y2|Z, cuando se puede construir una versión de la

probabilidad condicional regular de Y dada Z mediante

P Y |Z=z = P Y1|Z=z × P Y2|Z=z, z ∈ ΩZ ,

lo cual equivale afirmar que se pude construir una versión de la probabilidad condi-

cional regular de Y1 dadas Y2 y Z mediante

P Y1|Y2=y
2
,Z=z = P Y1|Z=z, (y2, z) ∈ Rn1 × ΩZ .

Ello viene a significar, en términos heuŕısticos que, conocido el valor que toma Z, el

hecho de conocer también el valor de Y2 no condiciona el resultado de Y1. En general

no es cierto que la independencia entre dos variables aleatorias implique la indepen-

dencia condicional entre las mismas dada otra tercera variable20. Una interesante

propiedad de la probabilidad condicional de la que se hace uso muy a menudo es la

siguiente: en las condiciones anteriores, si f es variable aleatoria real definida sobre

Rn1+n2 , se verifica que

E[f ◦ (Y1, Y2)|Y2 = y2] =



Rn2

f(·, y2) dP
Y1|Y2=y

2 , (9.29)

donde f(·, y2) es la variable aleatoria real que asigna a cada y1 ∈ Rn1 el número

f(y1, y2).

Si

P Y1|Y2=y

2

f(·,y
2
)
denota la distribución de dicha variable respecto de P Y1|Y2=y

2 ,

se tiene como corolario inmediato que

P f◦(Y1,Y2)|Y2=y
2 =

P Y1|Y2=y

2

f(·,y
2
)
, (y1, y2) ∈ Rn1+n2 . (9.30)

Si la probabilidad de f ◦Y condicionada a Y2 resulta no depender de el valor que tome

esta última, se deduce que ambas son independientes, coincidiendo la distribución

condicional anterior con la propia distribución marginal de f ◦ Y. 21

Por último, vamos a añadir algunos comentarios a las conclusiones obtenidas

en el apartado anterior. Sean de nuevo Y1 e Y2 una variable aleatoria real y un q-

vector aleatorio, respectivamente. Recordemos que E0 denota el subespacio cerrado

20Véase el ejercicio 18 al final del caṕıtulo.
21Esta situación ocurre, por ejemplo, en el Modelo de Correlación Lineal. Este Modelo tiene la

propiedad de que, al condicionar sobre un valor concreto de las variables explicativas, se obtiene un
Modelo de Regresión Lineal. Según hemos dicho, cualquier variable definida en el modelo condicional,
es decir, el de Regresión, cuya distribución no dependa del valor concreto de las variables explicativas
(F -Snedecor o χ2centrales, por ejemplo), será independiente de éstas y tendrá la misma distribución
si se considera desde el modelo inicial, es decir, el de Correlación.
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de L2(Ω,A, P ) constituido por las combinaciones lineales de las componentes de

Y2−EP [Y2], y sea E1 el subespacio cerrado compuesto por las funciones medibles de Y2

o, equivalentemente, de Y2−EP [Y2]. En ese caso se verifica que E0 ⊂ E1. Obviamente,

que la función f : (Rq,Rq) → R que minimiza la distancia d2 entre Y1 − EP [Y1] y

f ◦ (Y2 − EP [Y2]) sea lineal equivale a que las proyecciones de Y1 − EP [Y1] sobre E1

y E0 coincidan. Según (9.24), la diferencia Y1 − EP [Y1]− β(Y2 − EP [Y2]) es ortogonal

a Y2 − EP [Y2], es decir, son incorreladas, pues las medias son nulas. Supongamos por

un momento que la probabilidad P es tal que la incorrelación (ortogonalidad de las

variabilidades totales) implica la independencia, cosa que sucede si el vector (Y 
1Y


2)



es normal multivariante. Entonces, con mayor razón, se tendŕıa que

Y1 − EP [Y1]− β(Y2 − EP [Y2]) ⊥ f ◦ (Y2 − EP [Y2]),

para toda variable aleatoria real f sobre Rq. En consecuencia,

PE0(Y1 − EP [Y1]) = PE1(Y1 − EP [Y1]).




















0


























L2

E1

Y1 − EP [Y1]

β(Y2 − EP [Y2])

Y1 − EP [Y1]− β(Y2 − EP [Y2])





E0






Teniendo en cuenta la descomposición ortogonal E1 = 1 ⊕E1|1, se concluiŕıa que

E[Y1|Y2] ◦ Y2 = α + βY2

Por lo tanto, la función de Y2 más próxima en términos de d2 a Y1 seŕıa es una transfor-

mación lineal de la variabilidad total de Y2 o, lo que es lo mismo una transformación

a af́ın de Y2, concretamente, α + βY2.
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En ese caso, las varianzas y covarianzas parciales podŕıan entenderse como la par-

te la matriz de varianzas-covarianzas de Y1 no explicada por Y2. Decimos por Y2 y no

por la relación lineal (af́ın, si queremos ser más precisos) con Y2, dado que, en estas

condiciones (recordamos, cuando incorrelación equivale a independencia), la relación

con Y2 es af́ın. Este pequeño matiz otorgará pleno sentido a la matriz de varianzas-

covarianzas parciales y, en consecuencia, al coeficiente de correlación lineal múltiple

(o canónicos) en el caso normal multivariante, donde esta condición se verifica, según

la proposición (2.3) . Además, la matriz de varianza-covarianzas parciales se relacio-

nará en la sección dedicada al estudio de la distribución normal multivariante con el

concepto de independencia condicional introducido anteriormente.

9.3. Generalidades sobre Estad́ıstica

Lo dicho en la sección anterior se enmarca en un contexto meramente proba-

biĺıstico, pues la distribución se supone conocida. La Estad́ıstica se sitúa en una

fase anterior, en la cual la distribución de probabilidades no se conoce. En ese caso,

tras imponer una serie de restricciones razonables más o menos fuertes a la misma,

tendremos una familia de distribuciones candidatas. Todo el trabajo estad́ıstico va

encaminado, de una u otra forma, a determinar la verdadera distribución. Aśı pues,

el punto de partida formal será un par compuesto por un espacio medible y una fami-

lia de probabilidades sobre el mismo. Definimos22 experimento estad́ıstico (también

estructura estad́ıstica o modelo estad́ıstico) como un terna de la forma

(Ω,A,P), (9.31)

siendo P una familia de probabilidades sobre (Ω,A). Con frecuencia, la familia P se

expresa con la ayuda de cierto conjunto Θ y una función sobreyectiva P− : Θ → P ,
que asigna a cada θ de Θ la distribución Pθ, de forma que el modelo estad́ıstico se

escribe de la forma

(Ω,A, {Pθ : θ ∈ Θ}) (9.32)

Los conjuntos Ω y Θ se denominan, en ese caso, espacio de observaciones y espacio de

parámetros, respectivamente. Realmente, el objeto del estudio estad́ıstico no suele ser

un espacio de probabilidad abstracto sino un n-vector aleatorio real Y , donde n ≥ 1,

definido sobre un cierto espacio de probabilidad (Ω,A, P ), cuya distribución P Y es

desconocida aunque se supone perteneciente a una familia P de distribuciones sobre

Rn, lo cual conduce a considerar el modelo (Rn,Rn,P). Por ello, nos permitiremos

22Esta definición es discutible. De hecho, en el caṕıtulo 6 trabajamos con una definición alternativa.
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la licencia de expresar también dicho modelo mediante Y ∼ P, P ∈ P , o bien, cuando

P esté parametrizada, mediante Y ∼ Pθ, θ ∈ Θ. En concreto, en nuestro estudio el

espacio de observaciones será siempre un subconjunto de interior no vaćıo de Rn, para

algún n ∈ N y las distribuciones de la familia estarán dominadas por la medida de

Lebesgue en Rn. En general, cuando la familia está dominada por una medida σ-finita,

las probabilidades quedan caracterizadas, en virtud del Teorema de Radom-Nikodym,

por sus correspondientes densidades {pθ : θ ∈ Θ}. En ese caso, suele considerarse una

única función, denominada función de verosimilitud, definida sobre Ω×Θ mediante

L : (θ;ω) ∈ Ω×Θ → pθ(ω).

En estas condiciones, una variable aleatoria S definida en nuestro modelo (que en el

contexto de la Estad́ıstica se denomina estad́ıstico) se dice suficiente23 cuando existe

una función L̃ tal que

L(θ;ω) = L̃(θ;S(ω)).
Se entiende pues que la información referente al parámetro que contiene la observa-

ción ω queda perfectamente resumida en S(ω). Seŕıa interesante comentar aqúı di-

ferentes aproximaciones a la idea de Información, aunque nos conformaremos con

presentar la definición de Fisher, que es la que mejor casa con esta definición de

suficiencia.

Sea (Ω,A,P) un modelo estad́ıstico dominado tal que P se expresa con la ayuda

de un parámetro θ ∈ Θ, siendo Θ un abierto de Rs. En el caso de que la función

de verosilimitud L verifique las condiciones de regularidad necesarias, se define la

información asociada al modelo para el parámetro θ como la función I : Θ→Ms×s
siguiente

I(θ) = Covθ[Vθ], (9.33)

siendo

Vθ(ω) =


∂ logL(ω, θ)

∂θ1
, . . . ,

∂ logL(ω, θ)
∂θs



Puede demostrarse sin dificultad que

Eθ


∂ logL
∂θj


= 0, 1 ≤ j ≤ s (9.34)

y que las componentes de la matriz de información pueden obtenerse mediante

Ijk = −Eθ

∂2logL
∂θj∂θk


, 1 ≤ j, k,≤ s (9.35)

23La definición que se presenta aqúı tiene sentido únicamente en el caso dominado. En general,
se dice que un estad́ıstico S es Suficiente cuando para cada A ∈ A, ∩P∈PEP[IA|S] = ∅. El Teorema
de factorización Neyman-Halmos-Savage permite la traducción al caso dominado.
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También puede demostrarse fácilmente que, efectivamente, que en el caso dominado

y con las condiciones de regularidad necesarias un estad́ıstico suficiente S conduce a

un nuevo modelo reducido en el que la información de Fisher permanece invariante.

Esta y otras definiciones de información, como la de Kullback24, al igual que otros

muchos conceptos con los que trabajaremos, como el caso de la suficiencia, el principio

de máxima verosimilitud, etcétera, son de fácil manejo cuando el modelo estudiado

es de tipo exponencial. Decimos que un modelo estad́ıstico dominado es exponencial

cuando puede expresarse con la ayuda de cierto parámetro θ ∈ Θ mediante dos

funciones T y Q con valores en Rs definidas sobre (Ω,A) y Θ, respectivamente, y

otras dos h y C definidas respectivamente sobre los mismos espacios con valores en

R+, tales que

L(θ;ω) = exp
Q(θ), T (ω)+ c(θ) + d(ω) (9.36)

En ese caso, se sigue directamente del teorema de factorización que el estad́ıstico T

es suficiente. Como ejemplos de modelos exponenciales podemos citar las familias

normales, binomiales y de Poisson. El modelo lineal normal es un ejemplo de modelo

exponencial. Puede probarse fácilmente que, mediante una modificación adecuada del

parámetro y de la medida dominante, la función de verosimilitud puede expresarse

de manera canónica mediante

L∗(θ∗;ω) = exp
θ∗, T (ω)+ c∗(θ∗) (9.37)

Expresar el modelo de esa forma es de enorme utilidad a la hora de buscar un es-

tad́ıstico completo. El concepto de completitud es, en cierta forma, complementario

al de suficiencia. Se dice que un estad́ıstico X con valores en Rk es completo cuando,

para cada variable aleatoria real g definida sobre Rk, se verifica


Eθ[g] = 0, ∀θ ∈ Θ

 ⇒ 
g = 0 PX

θ − casi seguro, ∀θ ∈ Θ


Decimos que suficiencia y completitud son propiedades complementarias porque de

la coincidencia de ambas pueden extraerse interesantes beneficios, como veremos más

adelante.

Teorema 9.18.
En un modelo estad́ıstico del tipo (9.37) con Θ es de interior no vaćıo en Rs, el estad́ıstico

T es, además de suficiente, completo.

Remitimos al lector interesado en los conceptos de Suficiencia, Información y

Completitud, aśı como en el estudio de las familias exponenciales, a las referencias

Lehmann (1986) y Nogales (1998).

24Ver Nogales (1998).
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Problema de Estimación

Ya hemos comentado que el propósito final de la Estad́ıstica es determinar cuál es,

de entre una familia de candidatas, la verdadera probabilidad que rige un fenómeno

aleatorio. A este objetivo podemos aproximarnos mediante dos tipos de estudios: el de

Estimación y el de Contraste de Hipótesis. El primer problema consiste en, dada una

función g̃, denominada estimando, definida sobre P y con valores en cierto conjunto

∆, encontrar un estad́ıstico T , denominado estimador, con valores en ∆, de manera

que, si P es la verdadera distribución y ω es la observación del experimento, T (ω) sea

próximo a g̃(P).

Como ya sabemos, la familia de distribuciones P suele expresarse con la ayuda de

un espacio de parámetros Θ. Si la identificación se realiza mediante una biyección,

existe una única función paramétrica (es decir, definida sobre el espacio de parámetros

Θ) g : Θ→ ∆ tal que

g = g̃ ◦ P− (9.38)

En general, es decir, si no se supone que la aplicación P− es inyectiva25, una función

paramétrica g se dice estimable cuando existe un estimando g̃ : P → ∆ verificando

(9.38). Luego, una función paramétrica g se dice estimable cuando se verifica

[Pθ1 = Pθ2 ] ⇒ [g(θ1) = g(θ2)] (9.39)

Por otra parte, debemos especificar qué entendemos por proximidad. Por ejemplo,

si ∆ = R, es muy frecuente considerar la función de pérdida cuadrática W , denomi-

nada función de pérdida y definida mediante W (δ1, δ2) = (δ1 − δ2)2. De esta forma,

el problema estad́ıstico consiste en encontrar, si es posible, el estimador T tal que,

para cada θ ∈ Θ, haga mı́nimo el denominado error cuadrático medio

Eθ[W (T, g(θ)] = Eθ[(T − g(θ))2]. (9.40)

Esta forma de proceder es acorde con la técnica de mı́nimos cuadrados, de ah́ı su

popularidad, aunque no sea la única función de pérdida a considerar26. Obviamente,

se verifica la siguiente descomposición:

Eθ[(T − g(θ))2] =

Eθ[T ]− g(θ)

2
+ varθ[T ]. (9.41)

El término Eθ[T ]− g(θ) se denomina sesgo de T . Cuando es nulo para cada θ se dice

que T es un estimador insesgado de g, es decir, que, por término medio, la estimación

25Como sucede en e caṕıtulo 6. De hecho, el estudio del modelo lineal de rango no completo es la
causa de esta duscusión.

26Considerar, por ejemplo, la función de pérdida (3.11).
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es correcta en todo caso. Si restringimos la búsqueda de estimadores apropiados a

la familia de estimadores insesgados, entonces, (9.41) coincide con varθ[T ]. Por lo

tanto, con esta restricción, nuestro propósito será encontrar el estimador insesgado

de mı́nima varianza (EIMV, para abreviar), si existe, y será óptimo entre una clase

de estimadores verificando una propiedad (el ser insesgado) muy razonable, aunque

fuertemente restrictiva.

Si ∆ = Rk, podemos generalizar lo anterior considerando la familia W = {Wy :

y ∈ Rk}, siendoWy la función de pérdida definida medianteWy(δ1, δ2) = y, δ1−δ12.
Aśı, el problema en dimensión k consiste en encontrar el estimador T que, para cada

θ ∈ Θ, minimice

Eθ


T − g(θ)T − g(θ). (9.42)

Al hablar de minimizar estamos refiriéndonos al preorden definido enMk×k mediante

(9.4). La expresión anterior descompone de forma análoga a (9.41)

Eθ


T − g(θ)T − g(θ) = Sesgoθ[T ]


Sesgoθ[T ]


+ Covθ[T ]. (9.43)

Si imponemos la condición de que el estimador sea insesgado, se trata de buscar

aquél que, para cada θ ∈ Θ, minimize la matriz de varianzas-covarianzas, por lo que

dicho estimador, si existe, se denominará igualmente EIMV. No obstante, pueden

considerarse otras funciones de pérdida, por ejemplo (3.11), según las cuales el EIMV

pierda su condición de estimador óptimo. El Teorema de Lehmann-Scheffé, cuya

demostración puede encontrarse en Nogales (1998), permite obtener el EIMV a partir

de un estimador insesgado y un estad́ıstico suficiente y completo.

Teorema 9.19.
Dado un T estimador insesgado y de cuadrado integrable de un estimando g, y un es-

tad́ıstico S suficiente y completo, el estad́ıstico27 E[T |S] ◦ S es el único28 EIMV de g.

Otro método para buscar un estimador adecuado del estimando g = Id es el de

Máxima Verosimilitud. Se define el estimador de máxima verosimilitud (EMV, para

abreviar), como aquél que hace corresponder a cada observación ω ∈ Ω el valor de

θ que maximice L(θ;ω). Por lo tanto, para poder hablar del EMV, dicho máximo

debe existir de manera que podamos construir una función medible. El EMV, cuando

existe, presenta excelentes propiedades asintóticas, tal y como se comenta en la sección

4 o en el caṕıtulo 8.

27Nótese que se habla de una única una versión de Eθ[T |S] común a cualquier valor del parámetro.
Ello es posible por ser S suficiente.

28Cualquier otro difiere de éste en un suceso nulo para todas las probabilidades de la familia.
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Problema de Contraste de Hipótesis

Un problema de Contraste de Hipótesis consiste en considerar un subconjunto

propio P0 ⊂ P y decidir si la verdadera distribución pertenece a P0. Es decir, se

trata de aceptar o rechazar una hipótesis inicial H0 : P ∈ P0. Si la familia P se

expresa con la ayuda de un espacio espacio de parámetros Θ, se denotará por Θ0

la antiimagen por P− de P0, de forma que la hipótesis inicial se denota mediante

H0 : θ ∈ Θ0. En general, diremos que una hipótesis inicial Θ0 es contrastable cuando

es la antiimagen por P− de algún subconjunto propio P0 ⊂ P , es decir, cuando se

verifica 
Pθ1 = Pθ2


=⇒ 

θ1 ∈ Θ0 ⇔ θ2 ∈ Θ0


(9.44)

La decisión se tomará en función del resultado de un test no aleatorio29 φ : (Ω,A)→
{0, 1}, donde los valores 0 y 1 se interpretan como la aceptación y el rechazo, respec-

tivamente, de la hipótesis inicial o nula. La función potencia del test se define sobre

el espacio de parámetros mediante βφ(θ) = Eθ[φ]. En consecuencia, de un buen test

cabe exigir que su función potencia sea baja en Θ0 y alta en su complementario. El

test óptimo seŕıa aquél cuya función potencia fuera mı́nima en todo Θ0 y máxima

en Θc
0. Lógicamente, un test en esas condiciones sólo existirá en caso triviales, por lo

que debemos rebajar nuestra pretensiones. Un procedimiento muy usual a la hora de

buscar un test adecuado establecido por Neyman y Pearson consiste en lo siguiente:

se denomina nivel de significación del test al supremo de la función potencia en Θ0.

Se fija entonces un número α ∈ (0, 1), a ser posible pequeño (el valor más utilizado

es 0.05), y se trata de encontrar el test que maximice la función potencia en Θc
0 entre

aquéllos cuyo nivel de significación sea, a lo sumo, α. Si existe, se denomina test

uniformemente más potente a nivel α (UMP a nivel α, para abreviar). En muchas

ocasiones, no existe (o no sabemos encontrar) un test en esas condiciones, por lo que

se hace necesario imponer restricciones adicionales sobre los tests a considerar, por

ejemplo que sean invariantes (ver el siguiente apartado) o insesgados (es decir, que

βφ sea mayor o igual que α en Θc
0). Un test uniformemente más potente entre los

invariantes se dice UMP-invariante y es necesariamente insesgado.

El Lema fundamental de Neyman-Pearson cuyo enunciado completo y demostra-

ción podemos encontrar en Nogales (1998), pp. 180-182, puede considerarse el pilar

básico en la construcción de tests UMP. Se enuncia para un experimento estad́ıstico

con familia de probabilidades binaria {P0, P1} y dominada, siendo p0 y p1 las res-

pectivas densidades. En esas condiciones, el test UMP a nivel α para contrastar la

hipótesis inicial {P0} consiste en rechazar al hipótesis inicial si, y sólo si, la observa-

29En nuestra teoŕıa no consideraremos test aleatorios, con valores en [0, 1].
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ción ω satisface

p1(ω) > k · p0(ω) (9.45)

donde la constante k se escoge de manera que el nivel de significación del test sea α.

Este resultado puede extenderse a experimentos estad́ısticos con razón de ve-

rosimilitud monótona, como puede ser el caso del Modelo Lineal Normal tras dos

reducciones consecutivas por Suficiencia e Invarianza. Concretamente, dado un expe-

rimento estad́ıstico de la forma (R,R, {Pθ : θ ∈ Θ ⊂ R}) y dominada por la medida

de Lebesgue, decimos que posee razón de verosimilitud monótona cuando, para cada

par θ1 < θ2, la función pθ2/pθ1 es no decreciente. En ese caso, el siguiente resultado,

cuya demostración podemos encontrar en Nogales (1998), pp. 180-186, permite obte-

ner un test UMP a nivel α en un problema de contraste de una hipótesis unilateral

{θ ≤ θ0} frente a su alternativa {θ > θ0}.

Proposición 9.20.
En las condiciones anteriores, el test φ definido mediante

φ(ω) =


1 si ω > C

0 si ω ≤ C ,

es UMP a nivel α = Pθ0

(C,+∞)


.

Al igual que ocurre en el problema de Estimación, podemos acogernos al Prin-

cipio de Máxima Verosimilitud para construir un test de hipótesis muy natural y

con interesantes propiedades asintóticas (ver sección 4). Consideremos un modelo

estad́ıstico dominado

Ω,A, {Pθ : θ ∈ Θ} con función de verosimilitud L, y supon-

gamos que queremos contrastar una hipótesis inicial Θ0 ⊂ Θ. Se denomina Razón de

Verosimilitudes (RV , para abreviar) a la función siguiente

RV (ω) :=
supθ∈Θ0

L(ω; θ)
supθ∈Θ L(ω; θ)

, ω ∈ Ω.

Se trata pues de una aplicación definida sobre el espacio de observaciones Ω con

valores en [0, 1]. Supongamos que existe (es decir, que ambos supremos se alcanzan)

y que es A-medible. En ese caso, un test de la razón de verosimilitudes a nivel

α ∈ (0, 1) es un test de la forma

φ(ω) =


1 si RV (ω) < C

0 si RV (ω) ≥ C , (9.46)

donde C es una constante tal que

sup
θ∈Θ0

Pθ(RV < C) = α. (9.47)
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En particular, si existe una probabilidad P sobre [0, 1] tal que PRV
θ = P, para todo

θ ∈ Θ0, y existe P1−α, entonces P1−α es la única constante que verifica (9.47). Por

lo tanto, el único test de la razón de verosimilitudes a nivel α será TRV , definido

mediante

TRV (ω) =


1 si RV (ω) < P1−α

0 si RV (ω) ≥ P1−α , (9.48)

Hay que tener en cuenta que, según el Lema Fundamental de Neyman-Pearson, más

concretamente en virtud de (9.45), el test UMP a nivel α para contrastar una hipóte-

sis unitaria en una familia binaria dominada es el que cabŕıa esperar de la aplicación

inmediata del Principio de Máxima verosimilitud. Por ello, no es de extrañar que el

test de la razón de verosimilitudes resulte a su vez UMP, al menos dentro de una sub-

clase de tests, como pueden ser los invariantes. Y es que también podemos establecer

condiciones naturales que propician la concordancia entre el Principio de Invarianza y

el de Máxima Verosimilitud. Efectivamente, podemos enunciar la siguiente propiedad,

que se prueba en Lehmann (1983), página 341, aunque requiere de cierto dominio de

los concepto de Invarianza (ver el siguiente apartado) y casi-invarianza (ver Lehmann

(1983)): si {Pθ : θ ∈ Θ} es una familia de probabilidades sobre Rn dominada por la

medida de Lebesgue, y G es un grupo de transformaciones dotado de una topoloǵıa

que lo hace localmente compacto, que actúa mediblemente sobre (Rn,Rn) dejando

invariantes tanto el experimento estad́ıstico como la hipótesis inicial Θ0, el estad́ıstico

RV es, si existe, igual, salvo un suceso nulo para toda la familia {Pθ : θ ∈ Θ}, a otro

invariante.

En consecuencia, si buscamos un test óptimo entre los invariantes o equivalentes a

invariantes, el TRV es un firme candidato. Dado que la búsqueda del test UMP parte

del Lema fundamental de Neyman-Pearson, no es de extrañar que sea el propio TRV

el elegido. De hecho, aśı sucede en el Modelo Lineal Normal, según se demuestra en

el caṕıtulo 3. Los resultados alĺı obtenido se antojan bastante previsibles a la luz de

las propiedades que acabamos de comentar.

Nótese, por último, que el test TRV y en general todos los tests que aparecerán

en nuestra teoŕıa, están compuestos por dos elementos: un estad́ıstico denominado

de contraste, RV en este caso, y un cuantil de cierta distribución, denominado valor

teórico.

Invarianza y Contraste de Hipótesis

En esta sección vamos a estudiar los aspectos relativos al Principio de Invarianza

que son fundamentales para la justificación del test F. Por lo tanto, consideraremos

únicamente el problema de Contraste de Hipótesis. El Principio de Invarianza en
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relación con el problema de Estimación se estudia, por ejemplo, en Arnold (1981) o

Lehmann (1983).

Consideremos un experimento estad́ıstico (Ω,A, {Pθ : θ ∈ Θ}) y un grupo G de

transformaciones bimedibles de (Ω,A) en śı mismo. De esta forma, dado θ ∈ Θ, cada

transformación g ∈ G induce de manera natural una probabilidad P
g
θ sobre el espacio

medible (Ω,A). En el conjunto Ω podemos establecer pues la siguiente relación: dados

ω, ω ∈ Ω, decimos que ω ∼ ω cuando existe g ∈ G tal que ω = g(ω). Al ser G un

grupo, esta relación es de equivalencia. Se denota por [ω] a la clase de equivalencia u

órbita del elemento ω ∈ Ω.

Decimos que G deja invariante el experimento cuando, para toda transformación

g ∈ G, {Pθ : θ ∈ Θ} = {Pgθ : θ ∈ Θ}. En se caso, cada transformación g ∈ G induce

una biyección g de Θ en śı mismo, definida tal que P
g
θ = Pg(θ), para todo θ ∈ Θ. El

conjunto de biyecciones G = {g : g ∈ G} tiene, a su vez, estructura de grupo respecto

de la operación composición, lo cual induce una partición del espacio de parámetros

Θ en clases de equivalencia u órbitas.

Se dice que un estad́ıstico T definido sobre (Ω,A, {Pθ : θ ∈ θ}) y con valores

en cualquier espacio medible (Ω,A) es G-invariante cuando es constante sobre cada

orbita de Ω, es decir, cuando T ◦ g = T , para todo g ∈ G. Se dice G-invariante

maximal cuando, además, toma valores distintos sobre órbitas distintas. En ese caso,

será igual, salvo una biyección, a la proyección de Ω sobre el conjunto cociente Ω/∼.
Se verifica entonces que, si M es un estad́ıstico G-invariante maximal con valores en

(Ω,A) y T es un estad́ıstico con valores en (Ω,A), T es G-invariante si y sólo si

existe una aplicación30h de Ω en Ω tal que T = h ◦M.
De igual forma podemos hablar de aplicaciones G-invariantes y G-invariantes

maximales en el espacio de parámetros Θ. Puede demostrarse fácilmente que si M

y v son G-invariante maximal y G-invariante maximal, respectivamente, se verifica,

para cada par θ1, θ2 ∈ Θ, la proposición [v(θ1) = v(θ2)] ⇒ [PM
θ1

= PM
θ2
]. Es decir,

las distribuciones inducidas por un estad́ıstico G-invariante maximal dependen del

parámetro a través de cualquier aplicación G-invariante maximal.

Si consideramos el problema de contrastar una hipótesis inicial, es decir, un sub-

conjunto Θ0 ⊂ Θ frente a su alternativa, decimos que el grupo G deja invariante el

problema de contraste de hipótesis cuando, para todo g ∈ G. g(Θ0) = Θ0. El Prin-

cipio de Invarianza viene a proponer soluciones invariantes a problemas invariantes.

Es decir, si ninguna transformación de G altera el experimento ni la hipótesis a con-

trastar, parece razonable solucionar el problema mediante un test que sea igualmente

30Si (Ω,A) y (Ω,A) son espacios de Borel, podemos garantizar la medibilidad de h (ver Florens
et al. (1990), secc. 8.2.2).
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invariante. Dicho test será pues función de un estad́ıstico invariante maximal. Por

lo tanto, el primer objetivo será encontrar un invariante maximal respecto al grupo

G de trasformaciones. El experimento imagen de dicho dicho estad́ıstico, que puede

entenderse como un paso al cociente, constituye lo que se denomina reducción por

invarianza, y supondrá no sólo una simplificación en el espacio de observaciones sino

también del de parámetros. De hecho, este último quedará reducido a la imagen de

una aplicación G-invariante maximal. De ello se deduce que, salvo en el caso trivial

G = {Id}, una reducción por invarianza no puede serlo a la vez por suficiencia, por-

que en el segundo caso no es posible una simplificación del espacio de parámetros.

Aśı pues, la reducción por invarianza conlleva cierta pérdida de información, en el

sentido de Fisher, pero se entiende que la información que se desecha no es relevante

en el problema de contraste de hipótesis que se plantea.

No obstante, es lo más común, y aśı sucede en nuestra teoŕıa, combinar ambos

tipos de reducciones. El procedimiento estándar es empezar con una reducción por

suficiencia, pues no implicará pérdida alguna de información. Si la simplificación no

es satisfactoria, procederemos a reducir por invarianza. Decimos que éste es el proce-

dimiento habitual aunque puede demostrarse que, en ciertas ocasiones, en particular

en nuestra teoŕıa, ambas reducciones pueden permutar. En todo caso, si se aplica

una reducción por suficiencia seguida de otra por invarianza, es conveniente, en aras

de una mayor coherencia estad́ıstica en la solución final, que exista cierta compatibi-

lidad entre el estad́ıstico suficiente y el grupo de transformaciones. Concretamente,

decimos que un estad́ıstico S definido sobre el experimento original y con valores en

(ΩS,AS) es G-equivariante cuando es sobreyectivo y verifica la proposición

[S(ω) = S(ω)] ⇒ [(S(g(ω)) = S(g(ω)), ∀g ∈ G].

En ese caso, S induce un nuevo grupo de transformaciones GS = {gS : g ∈ G} en

el espacio de llegada, tal que, para cada g ∈ G, gS ◦ S = S ◦ g. Si suponemos que

G deja invariante el problema de contraste de hipótesis Θ0 ∈ Θ y S es suficiente y

G-equivariante, entonces GS deja invariante el experimento (ΩS,AS, {P S
θ : θ ∈ Θ})

y el mismo problema de contraste de hipótesis planteado en el nuevo experimento.

A la hora de justificar el test F a nivel α en nuestra teoŕıa, hubiera sido ideal que

fuera UMP (uniformemente más potente) a nivel α. Ello no ha sido posible, de ah́ı que

hayamos buscado un grupo que deja invariante tanto el experimento como el problema

de contraste de hipótesis. El principio de invarianza propone pues considerar como

únicas posibles soluciones a los test invariantes respecto a dicho grupo. Aśı pues,

nuestro objetivo se reduce a encontrar un test UMP-invariante a nivel α, es decir,

uniformemente más potente entre todos los invariantes a nivel α. Una reducción previa
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mediante un estad́ıstico suficiente y equivariante sirve únicamente para facilitar la

búsqueda, ya que puede demostrarse31 que, bajo cierta condiciones de regularidad

que se satisfacen en nuestra teoŕıa, se verifica que, si φS : (ΩS,AS) −→ [0, 1] es un

test UMP-GS-invariante a nivel α, entonces φS ◦ S es UMP-G-invariante a nivel α.

Es decir, a partir de un tes UMP-invariante en el experimento imagen del estad́ıstico

suficiente obtenemos un test UMP-invariante en el experimento de partida.

En nuestra teoŕıa podemos encontrar no una, sino tres reducciones sucesivas por

invarianza respecto a sendos grupos de transformaciones distintas. Se trata en reali-

dad de una única reducción respecto a un grupo mayor, que es suma de los anteriores.

El hecho de distinguir varias, es decir, varios subgrupos, facilita, como veremos a con-

tinuación, la búsqueda de un invariante maximal para ese grupo más complejo. En

lo que sigue, eludiremos, para abreviar, cualquier cuestión referida a la medibilidad

de las aplicaciones32.

Sea G el grupo de todas las biyecciones de Ω en Ω, y G1, . . . , Gn subgrupos de G
que dejan invariante el experimento. Supongamos además que se verifica la siguiente

propiedad

∀i, j ∈ {1, . . . , n}, ∀gi ∈ Gi, ∀gj ∈ Gj, ∃g∗j ∈ Gj : gi ◦ gj = g∗j ◦ gi. (9.49)

Denótese por G1⊕ . . .⊕Gn el menor subgrupo de G conteniendo a G1, . . . , Gn. Puede

demostrarse fácilmente que

G1 ⊕ . . .⊕Gn =

g1 ◦ . . . ◦ gn : gi ∈ Gi, i = 1, . . . , n


.

Por la propiedad (9.49), puede considerarse cualquier permutación. Se verifica en-

tonces que (G1 ⊕ . . . ⊕ Gn) deja a su vez invariante el experimento y que cualquier

aplicación T : Ω −→ Ω es (G1⊕ . . .⊕Gn)-invariante si y sólo si es Gi-invariante para

todo i = 1, . . . , n.

Veamos que una aplicación (G1 ⊕ . . .⊕ Gn)-invariante maximal puede obtenerse

por etapas: consideremos M1 de Ω en Ω1, G1-invariante maximal y sobreyectivo.

Definimos entonces, para cada g2 ∈ G2, la aplicación g1
2 de Ω1 en śı mismo tal que

g1
2 ◦M1 =M1 ◦g2. Al verificarse (9.49), la transformación está bien definida. Además,

se verifica que (g1 ◦ g2)
1 = g1

1 ◦ g1
2. Por lo tanto, el conjunto G1

2 = {g1
2 : g2 ∈ G2}

constituye un grupo de biyecciones de Ω1 en śı mismo. Veamos entonces que, si

M1
2 : Ω1 −→ Ω2, es G

1
2-invariante maximal, entoncesM1

2 ◦M1 es (G1⊕G2)-invariante

maximal.
31Lehmann (1986), pp. 297-301.
32Estas cuestiones pendientes quedan totalmente resueltas introduciendo el concepto de estabili-

dad de un estad́ıstico. En lo que respecta a nuestra teoŕıa, las propiedades requeridas para garantizar
la medibilidad se verifican trivialmente.
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En efecto, se tiene que M1
2M1(ω) = M

1
2M1(ω

) si y sólo si existe g2 ∈ G2 tal que

M1(ω
) = g1

2 (M1(ω)) = M1(g2(ω)), lo cual equivale a afirmar que existe g1 ∈ G1 tal

que ω = g1(g2(ω)), es decir, que ω = g(ω) para algún g ∈ G1⊕Gn, como queŕıamos

probar.

En general, podemos considerar un proceso de este tipo:

Ω
M1−→ Ω1

M1
2−→ Ω2

M12
3−→ . . .Ωn−1

M1...n−1
n−→ Ωn.

Por un razonamiento de tipo inductivo, podemos concluir que M1...n−1
n ◦ . . . ◦ M1

es (G1 ⊕ . . . ⊕ Gn)-invariante maximal. Si se considera un orden alternativo en los

grupos, la afirmación sigue siendo válida, y todo lo dicho se hace extensivo al espacio

de parámetros.

Parámetros muestrales y su interpretación.

Anteriormente se han definido los parámetros media y matriz de varianzas-co-

varianzas, correspondientes a un n-vector aleatorio sobre un espacio probabiĺıstico.

A continuación, procederemos a definir conceptos análogos desde el punto de vista

estad́ıstico, es decir, aplicaciones definidas sobre un experimento estad́ıstico (que se

denominan, como ya sabemos, estad́ısticos) que funcionarán como estimadores de los

primeros. Estos parámetros se denominarán muestrales pues se construirán a partir

de los valores de la muestra seleccionada. El término parámetro suele reservarse en

Estad́ıstica para referirnos a números propios de las distribuciones de probabilidad,

como la media, varianza, etc. Desde ese punto de vista, se incurriŕıa en un error al

denominar parámetro a un número que se calcula a partir de una muestra de datos,

como pueden ser a media muestral o la varianza muestral. Hemos de tener en cuenta,

no obstante, lo siguiente.

El espacio de observaciones del experimento estad́ıstico dado por la muestra es Rn,

donde n denota el número de unidades experimentales que se manejan. En un marco

multivariante, es decir, cuando se estudian no una sino p variables sobre la población

considerada, el espacio se observaciones será Rnp, es decir,Mn×p. Veamos porqué: en

la práctica, el proceso estad́ıstico consiste en seleccionar n unidades experimentales

ω1, . . . , ωn en la población, en cada una de las cuales se mide la o las variables consi-

deradas. De la observación de una variable y, definida sobre la población estudiada,

en la n-upla de unidades experimentales resulta como muestra una n-upla de número

reales y1, . . . , yn, es decir, un vector de Rn. En general, si se observan p variables

y[1], . . . , y[p], obtenemos como muestra una matriz de dimensiones n× p como la que
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aparece a continuación

Y =



y1[1] . . . y1[p]
...

...

yn[1] . . . yn[p]


 .

El término entre corchetes hace referencia a la variable y el sub́ındice a la unidad

experimental sobre la que se mide. Para todo j = 1, . . . , p, Y[j] denotará el vector

columna j-ésimo, es decir, el resultante de medir la variable j-ésima en las n unidades

experimentales.

Los parámetros probabiĺısticos han sido definidos en el contexto del espacio de

Hilbert L2 de las variables aleatorias de cuadrado integrable definidas sobre el espacio

de probabilidad en cuestión. Los muestrales se definirán en el marco del espacio,

también de Hilbert, Rn. La conexión entre ambos espacios, tan diferentes a simple

vista, es la siguiente.

Una vez llevado a cabo el experimento, es decir, cuando se posee la n-upla de

unidades experimentales y el vector de datos, matriz en el caso multivariante, que

resultan de la medición de la o las variables sobre los mismos, podemos tomar el con-

junto Ωn = {ω, . . . , ωn} dotado de la sigma-álgebra de sus partes, P(Ωn). Sobre este

espacio de medida consideramos la probabilidad uniforme Pn, la cual induce una dis-

tribución en R si estudiamos una única variable, y sobre Rp en el caso multivariante,

que asigna probabilidad n−1 a cada número (respectivamente vector) de la muestra.

Dicha distribución se denomina distribución emṕırica. Tenemos pues un espacio tipo

L2, concretamente las funciones de cuadrado integrable sobre (Ωn,P(Ωn), Pn), dotado

de un producto interior que se define como sigue: dadas dos variables y[j] e y[k],

y[j], y[k]L2 =


y[j] · y[k] dPn =

n
i=1

y[j](ωi) · y[k](ωi) · Pn(ωi)

=
1

n

n
i=1

yi[j]yi[k] ∝ Y [j], Y [k]Rn .

Por lo tanto, se trata, salvo la constante n−1, del producto escalar en Rn entre

los vectores asociados. Los parámetros muestrales se definen como los parámetros

probabiĺısticos correspondientes a dicha distribución. Por ello, los parámetros que se

estudian es este apartado pueden considerarse casos particulares de (9.20), (9.21),

(9.22), (9.23) (9.14), (9.23) y (9.15). Los parámetros probabiĺısticos definidos ante-

rioremente pueden interpretarse en términos del producto interior. Aśı pues, como

caso particular, los parámetros muestrales se interpretarán en términos del producto

escalar (y, por lo tanto, de la norma eucĺıdea) en Rn.
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En definitiva, estamos trabajando paralelamente con dos espacios tipo L2 aunque

asociados a distintos espacios probabiĺısticos: (Ω,A,P), que corresponde al fenómeno

aleatorio estudiado, y (Ωn,Pn, Pn), que corresponde a una muestra del mismo. La

Teoŕıa de la Probabilidad recoge bajo la denominación común de Leyes de los Grandes

Números diversos resultados (ver, por ejemplo los teoremas 9.22, 9.23 y 9.24) que nos

hablan de la convergencia de parámetros muestrales a sus análogos probabiĺısticos,

a medida que el tamaño de muestra n tiende a infinito y siempre y cuando ésta sea

aleatoria simple, es decir, una secuencia independiente e idénticamente distribuida

según el modelo probabiĺıstico P . También el teorema 9.25 nos ayuda a entender la

relación existente entre los productos interiores (9.7) y (9.16) cuando de muestras

aleatorias simples se trata. En definitiva, podŕıamos habar en términos heuŕısticos

de una aproximación del espacio de Hilbert Rn, asociado a las muestra aleatorias

simples de tamaño n, al espacio de Hilbert L2 asociado a las variables aleatorias.

Visto esto, parece claro que lo que sigue debeŕıa omitirse si pretendiéramos ser

concisos en este punto, pero no es el caso. Esta visión de los parámetros muestrales

como casos particulares de los probabiĺısticos puede resultar interesante desde el

punto de vista formal, pero la intuición parece ir en sentido contrario. Seguramente

resulte más comprensible definir estos parámetros en Rn e interpretarlos mediante

las nociones usuales de perpendicularidad y distancia entre vectores, para después

extender el concepto a espacios de probabilidad abstractos. En todo caso, el objetivo

de este apartado es dejar patente el paralelismo entre los parámetros muestrales y sus

análogos probabiĺısticos, tanto en la definición como en la interpretación, de ah́ı que

las propiedades de unos sean automáticamente heredadas por los otros. Aśı pues, se

definen la media, varianza y covarianza muestrales mediante

Y[j] =
1

n

n
i=1

yi[j], j = 1, . . . , p.

s2Y[j] =
1

n

n
i=1

(yi[j]− Y[j])2, j = 1, . . . , p.

sY[j],Y[k] =
1

n

n
i=1

(yi[j]− Y[j])(yi[k]− Y[k]), j, k = 1, . . . , p,

respectivamente. Nótese que s2Y[j] = sY[j],Y[j]. Además, de la Desigualdad de Cauchy-

Swartz se sigue que

|sY[j],Y[k]| ≤ sY[j]sY[k],

lo cual induce a definir, para todo par j, k = 1, . . . , p, el parámetro

rjk =
sY[j],Y[k]

sY[j]sY[k]

, (9.50)
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denominado coeficiente de correlación muestral simple, que tomará un valor entre -1

y 1. Es muy frecuente que, por razones que atañen al problema de Estimación, las

varianza y covarianzas aparezcan divididas por n− 1 en lugar de n. Por el momento,

pasaremos por alto ese detalle. Con las medias podemos componer un vector media

muestral y = (Y[1], . . . ,Y[p]). Si este vector (columna) se repite p veces tenemos

una matriz n× p que se denota por Y. Igualmente, tanto las varianzas y covarianzas

como las correlaciones componen sendas matrices denominadas matriz de varianzas-

covarianzas total muestral y matriz de correlaciones, respectivamente, que se deno-

tará mediante SY y RY. La matriz de varianzas-covarianzas totales muestral puede

expresarse mediante

SY =
1

n
(Y− Y)(Y− Y)

En ocasiones se utilizará la notación SYY con el objeto de evitar confusiones. Es fácil

demostrar que, para cada, j = 1, . . . , p,

Y[j] · 1n = P1nY[j],

donde 1n denota el vector de Rn cuyas componentes son todas igual a 1 33. Es decir,

el vector de Rn de componentes iguales cuya distancia eucĺıdea a Y[j] sea mı́nima

es su media muestral repetida n veces. Nótese que, en una situación determinista, el

vector Y[j] seŕıa constante, es decir, perteneceŕıa al subespacio 1n. Eso se corres-

pondeŕıa con una variabilidad total de Y[j] nula, entendiendo por variabilidad total

de Y[j] el vector Y[j]− Y[j]1n. De esta forma, la discrepancia entre la situación real

y la que correspondeŕıa a un modelo determinista, puede cuantificarse, de alguna

forma, mediante la distancia eucĺıdea entre Y[j] y Y[j]1n, es decir, mediante la norma

eucĺıdea de la variabilidad total, y eso es precisamente lo que se mide con la varianza

muestral34.

s2Y[j] =
1

n
Y[j]− Y[j]1n2 =

1

n
Y[j]− P1nY[j]2

=
1

n
P1n⊥Y[j]2 =

1

n
Y[j]P1n⊥Y[j], j = 1, . . . , p.

La última expresión puede utilizarse en el caso multivariante y, de hecho, la matriz

de varianzas-covarianzas totales puede expresarse mediante

SY =
1

n
YP1n⊥Y. (9.51)

33Nótese la similitud con la media probabilistica, que determina la proyección ortogonal de una
variable aleatoria sobre el subespacio de las funciones constantes.

34Nótese, de nuevo, la analoǵıa con la varianza poblacional, que expresa la distancia al cuadrado
entre una variable y su proyección sobre el subespacio de funciones constantes.
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Si definimos la variabilidad total de la matriz Y mediante Y0 = Y − Y, es decir,

P1n⊥Y, la matriz anterior puede expresarse también de la forma

SY =
1

n
Y

0Y0 (9.52)

Si B, C, son matrices de orden p × q y n × q, puede comprobarse, trivialmente el

análogo muestral de la proposición 9.11

YB + C = YB + C, SYB+C = BSYB. (9.53)

Cuando se distinguen dos grupos de variables y y z, de forma que la matriz de datos se

expresa mediante YZ, la matriz de covarianzas totales queda dividida, naturalmente,

en cuatro partes, que se denotarán de la siguiente forma

S(YZ)(YZ) =


SYY SYZ

SZY SZZ


=

1

n


Y

0Y0 Y
0Z0

Z
0Y0 Z

0Z0


. (9.54)

Tanto Y como Z presentarán cierta variabilidad total, pero la variabilidad de Z, que se

denota por Z0, podŕıa explicar buena parte de la variabilidad total de Y, que se denota

por Y0, si esta última fuera, aproximadamente, una combinación lineal de la primera,

lo cual equivaldŕıa a que Y fuese una combinación af́ın (con término independiente) de

Z . El caso ideal se daŕıa cuando Y0 perteneciera a Z0 35 o, equivalentemente, cuando

Y0 − PZ0Y0 fuese nulo. Puede comprobarse fácilmente que este último término es

igual a Y−P1nZY, es decir, a P1nZ⊥Y, que pertenece a 1n⊥. En lo sucesivo, dicho

término se denominará residuo de Y dado Z, denotándose

ez(Y) = Y− P1nzY (9.55)

En el caṕıtulo 4 se denotará abreviadamente por e. Veamos una ilustración corres-

pondiente al caso p = 1.

35Entendemos que una matriz pertenece a cierto subespacio vectorial cuando cada una uno de sus
vectores columna pertenecen a dicho subespacio.
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Los valores de A y B se calcularán a continuación buscando la ortogonalidad de

la descomposición. En definitiva, hemos afirmado que la variabilidad total de Y es

explicada por la de Z mediante una relación lineal entre ambas cuando el residuo es

constante (en cuyo caso seŕıa nulo). Luego, razonando como antes, expresaremos la

discrepancia entre esta situación y la que se da en la realidad mediante la matriz de

varianzas-covarianzas totales de ez(Y), que se denominará a partir de ahora matriz

de varianzas-covarianzas parciales de Y dada Z, denotándose por SY·Z. Aśı pues,

SY·Z := Sez(Y) (9.56)

=
1

n
ez(Y)

P1n⊥ez(Y) (9.57)

=
1

n
ez(Y)

ez(Y). (9.58)

Es obvio que esta matriz es invariante ante traslaciones36. Dado que Y descompone

en suma ortogonal de ez(Y) y P1nzY, se deduce de (9.51) que

SY = SY·Z + SP1nzY.

Por lo tanto, SY·Z es menor o igual que SY según el preorden (9.4). En particular,

los elementos de la diagonal, denominados varianzas parciales, son menores o iguales

36Es decir, que el sumar una constante a cada componente de una columna de Y o Z no afecta al
cálculo de SY·Z.
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que las correspondientes varianzas totales, cosa lógica dado que las primeras vienen a

expresar la parte de la variabilidad total de Y no explicada por la la variabilidad total

de Z mediante una relación lineal. Por otra parte, el término P1nzY se denotará en el

caṕıtulo 4 mediante Ŷ. Puede descomponerse trivialmente en Y+ Pz0Y0. El último

término es, por definición, la única matriz n× p de la forma Z0B, con B ∈Mq×p, tal
que las columnas de Y0 − Z0B son perpendiculares a las de Z0, es decir, tal que

(Y0 − Z0B)
Z0 = 0

En ese caso, se obtiene trivialmente

B = S−1
zzSzY (9.59)

Por lo tanto, si se denota

A = Y− ZB, (9.60)

se tiene que

P1nzY = A+ ZB (9.61)

Nótese que los razonamientos utilizados son completamente análogos a los conside-

rados para obtener (9.25) y (9.26) en el espacio L2 de las variables aleatorias de

cuadrado integrables. La matriz SŶ viene a expresar la parte de la variabilidad total

de Y que śı es explicada por la variabilidad total de Z mediante una relación lineal,

y puede calcularse como sigue

SŶ = SY+z0B
= Sz0B =

1

n
BZ0P


1n⊥Z0B

=
1

n
BZ0Z0B = SYzS

−1
zzSzzS

−1
zzSzY

= SYzS
−1
zzSzY.

En definitiva, la matriz de varianzas-covarianzas parciales puede expresarse a través

(9.54) de mediante

SY·Z = SYY − SYZS
−1
ZZSZY. (9.62)

A partir de esta matriz de varianzas-covarianzas podemos construir una matriz de

correlaciones denominadas parciales, que serán invariantes ante traslaciones y homo-

tecias. Aśı, si Y posee dos columnas Y1 y Y2 se define el coeficiente de correlación

parcial entre Y1 e Y2 dado Z mediante

rY1,Y2•Z =
sez(Y1),ez(Y2)

sez(Y1)sez(Y2)
=

ez(Y1), ez(Y2)
ez(Y1) · ez(Y2) . (9.63)
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Para obtener a última expresión basta considerar (9.55). Cuando y es unitario, es

decir, cuando Y es un vector de Rn, cabe habar únicamente de la varianza parcial de

Y dado Z, que es número positivo

s2Y·Z = s2Y − SYZS
−1
ZZSZY (9.64)

que, insistimos, se corresponde con la parte de la variabilidad total de y que no es

explicada linealmente por la variabilidad total de Z. Teniendo en cuenta (9.58), puede

expresarse mediante

s2Y·Z =
1

n
ez(Y)2 (9.65)

Todo ello invita a definir el coeficiente de correlación múltiple muestral de y respecto

a z mediante

R2
Y,Z =

SYZS
−1
ZZSZY

s2Y
,

de tal forma que
s2Y·Z
s2Y

= 1−R2
Y,Z.

Por lo tanto, el coeficiente de correlación múltiple expresa la proporción de la variabi-

lidad total de Y explicada linealmente por la variabilidad total de Z. El caso R2
Y,Z = 1

equivale a una relación af́ın perfecta entre el vector Y y la matriz Z. Si z también

es unitario, el coeficiente de correlación múltiple muestral de y respecto a z es igual

al cuadrado del coeficiente de correlación simple definido en (9.50). Obviamente, el

coeficiente de correlación múltiple es invariante ante traslaciones y homotecias.

9.4. Algunos elementos de Teoŕıa Asintótica.

En esta sección repasamos algunos conceptos y resultados ĺımite fundamentales

(en el sentido de importantes, no de triviales) de la Teoŕıa de la Probabilidad y de

la Estad́ıstica en general, de los que se hace uso en los caṕıtulos 3 y 8. En primer

lugar definiremos las convergencias en probabilidad, en distribución y casi seguro,

y estableceremos relaciones entre las mismas. Recomendamos consultar, en todo ca-

so, bibliograf́ıa complementaria, por ejemplo Billingsley (1986), Fergusson (1996) o

Lehmann (1998).

Dados X y (Xn)n∈N, vector aleatorio y sucesión de vectores aleatorios, respecti-

vamente, definidos sobre un espacio de probabilidad (Ω,A, P ) con valores en Rm, se

dice que (Xn)n∈N converge en casi seguro a X cuando existe un suceso N ∈ A P -nulo,
tal que la sucesión


Xn(ω)


n∈N converge a X(ω), para todo ω en el complemtario de
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N , en cuyo caso, se denota Xn
c.s.−→ X. Se dice que (Xn)n∈N converge en probabilidad

a X cuando la sucesión

P (Xn − X > ε)


n∈N converge a 0 para todo ε > 0, en

cuyo caso se denota Xn
P−→ X.

Dadas P0 y (Pn)n∈N, distribución y sucesión de distribuciones, respectivamente,

sobre Rm, decimos que (Pn)n∈N converge en distribución a P cuando EPn [f ] converge

a EP0 [f ], para toda función f de Rm en R medible, continua y acotada37. En ese caso,

se denota Pn
d−→ P0. Si X y (Xn)n∈N son como antes, se dice que (Xn)n∈N converge

en distribución a X cuando PXn
d−→ PX , denotándose Xn

d−→ X.

Teorema 9.21. (i) La convergencia en distribución equivale a la convergencia de las

respectivas funciones caracteŕısticas en todo punto de Rm.

(ii) Si m = 1, la convergencia en distribución de (Xn)n∈N a X equivale a la conver-

gencia de las respectivas funciones de distribución Fn a la función de distribución

de F de X en cada punto de continuidad de esta última. En ese caso, si, además,

son continuas F y Fn, para cada n ∈ N 38, se da también una convergencia entre

las funciones inversas.

(iii) La convergencia casi-seguro implica convergencia en probabilidad.

(iv) La convergencia en probabilidad implica convergencia en distribución.

(v) Si dos sucesiones de variables aleatorias convergen en probabilidad a sendas cons-

tantes, las sucesiones de las sumas y productos convergen, respectivamente, a la

suma y producto de dichas constantes.

(vi) La convergencia en distribución a una constante implica convergencia en probabi-

lidad.

(vii) Si f ∈ C(Rp) y (Xn)n∈N converge en distribución a X, (f(Xn))n∈N converge en

distribución a f(X).

(viii) Si f es continua en a y (Xn)n∈N converge en distribución a una constante a,

(f(Xn))n∈N converge en distribución a f(a).

37Si consideramos medidas finitas con signo sobre un compacto K de Rm, en virtud del Teore-
ma de Representación de Riesz (Ash (1972), Th. 4.3.13), podemos identificar dichas medidas con
los las funciones reales, lineales y continuas sobre C(K), y la convergencia en distribución con la
convergencia respecto a la topoloǵıa débil*.

38En ese caso podemos hablar de la inversas de cada una de ellas
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(ix) Si (Xn)n∈N, (Un)n∈N y (Vn)n∈N convergen en distribución a X, a (cte.) y 1,

respectivamente,

(a) Xn + Un
d→ X + a.

(b) Xn · Un d→ aX

(c) Xn

Vn

d→ X

(x) [Astucia de Cramer-Wold] (Xn)n∈N converge en distribución a Np(θ,Σ) si y sólo

si (cXn)n∈N converge en distribución a N(cµ, cΣc), para todo c ∈ Rp tal que

c = 1.

(xi) Si (Pn)n y (Qn)n, secuencias de probabilidades sobre Rm1 y Rm2 , convergen en

distribución a P y Q, respectivamente, (Pn×Qn)n converge en distribución a P×Q.
El siguiente resultado es consecuencia directa de la desigualdad de Chebyshev.

Teorema 9.22.
Si (Xn)n∈N es una sucesión de variables aleatorias reales con varianzas uniformemente

acotadas por cierta constante M > 0, se verifica que

n
i=1(Xn − E[Xn])

n

P−→ 0.

En el caso de que las variables Xn, n ∈ N, sean independientes e idénticamen-

te distribuidas (iid), con varianza finita y media µ, podemos deducir que la media

muestral Xn converge en probabilidad a µ. Puede probarse que la convergencia en

probabilidad a la media se sigue verificando aunque la distribución no sea de cuadra-

do integrable. Este resultado suele denominarse Ley Débil de los Grandes Números

(LDGN). El siguiente, denominado Ley Fuerte de los Grandes Números (LFGN),

caso iid, va aún más lejos.

Teorema 9.23.
Si (Xn)n∈N es una sucesión de variables aleatorias reales iid con media µ ∈ [−∞,+∞],

se verifica que
1

n

n
i=1

Xi
c.s.−→ µ.

El resultado anterior desempeña un papel crucial en la Teoŕıa de Probabilidad.

Podemos encontrar su demostración en Billigsley (1986). A partir del mismo podemos

probar el Teorema de Glivenko-Cantelli39 que garantiza, en el caso unidimensional, la

39Ver Nogales (1998).
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convergencia uniforme de la función de distribución emṕırica de una muestra aleatoria

simple de tamaño n a la función de distribución probabiĺıstica F . Algunos autores

lo denominan Teorema Fundamental de la Estad́ıstica Matemática, con lo que queda

patente su trascendencia.

Por otra parte y teniendo en cuenta que la media es el momento de orden 1 de la

distribución, no preguntamos si el resultado sigue siendo válido para un momento de

cualquier orden. La respuesta, afirmativa, la encontramos en el siguiente resultado,

conocido como método de los momentos40

Teorema 9.24.
Si (Xn)n∈N es una sucesión de variables aleatorias reales iid correspondientes a una dis-

tribución con momento de orden k finito, se verifica que

M j
n =

1

n

n
i=1

Xj
i

c.s.−→ E[Xj
1 ], ∀j = 1, . . . , k.

Además, si h es una función continua de Rk en R, la secuencia h◦(M1
n, . . . ,M

k
n) converge

casi seguro a h ◦ (E[X1], . . . , E[X
k]). En particular, si la distribución es de cuadrado

integrable, la varianza muestral definida en la sección 1.4 converge casi seguro a la varianza

de la distribución.

La convergencia casi segura se verifica también, en el caso multidimensional, para

la media del producto de las componentes, siempre y cuando ambas sean de cuadrado

integrable. La demostración es inmediata partiendo del teorema 9.23.

Teorema 9.25.
Si (Xn, Yn)n∈N es una sucesión de vectores aleatorios bidimensionales iid correspondientes
a una distribución cuyas componentes son de cuadrado integrable, se verifica que

1

n

n
i=1

XiYi
c.s.−→ E[X1Y1].

Como corolario inmediato se obtiene la convergencia c.s. de la covarianza muestral

a la covarianza probabiĺıstica y, en consecuencia, del coeficiente de correlación.

También desempeña un papel crucial el siguiente resultado, denominado Teorema

Central del Ĺımite (TCL). Como ya sabemos, esta denominación no hace referencia

a un único teorema sino a una colección de resultados, teniendo todo ellos en común

la convergencia la la distribución normal de ciertas sumas de variables. El siguiente

40Realmente, el método de los momentos más general. Su enunciado y demostración pueden
encontrarse en Nogales (1998).
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teorema puede considerarse consecuencia directa de la versión de Lindemberg-Feller,

que podemos encontrar demostrada, por ejemplo, en Billigsley (1986) o en Ash (1972).

Teorema 9.26.
Consideremos una colección de variables aleatorias reales {Xni : (n, i) ∈ N×{1, . . . , n},
tal que, para cada n ∈ N, se verifica que E[Xni] = 0 y var[Xni] = σ2

ni, siendo las

Xni independientes para i = 1, . . . , n. Denótese, para cada n ∈ N, τ 2
n =

n
i=1 σ

2
ni.

Supongamos además que, para todo ε > 0, se verifica

ĺım
n→∞

1

τ 2
n

n
i=1

E

X2
niIε(Xni)


= 0. 41 (9.66)

Entonces,

1

τn

n
i=1

Xni
d−→ N(0, 1).

Como caso particular, si (Xi)i∈N es una sucesión de variables aleatorias iid con

media µ y varianza σ2, se verifica que

√
n(Xn − µ) d−→ N(0, σ2). (9.67)

La denominada astucia de Cramer-Wold permite extender este resultado al caso

multivariante (ver Nogales (1998)). Otro resultado de enorme interés, cuya demos-

tración podemos encontrar en Arnold (1981), pag. 152, es el siguiente:

Teorema 9.27.
Si
√
n(Tn − a) d−→ N(0, b2) y δ es una función real diferenciable, entonces

√
n(δ(Tn)− δ(a)) d−→ N(0, (δ(a))2b2).

Este teorema permite establecer un procedimiento, que suele denominarse método

Delta, que de alguna manera viene a complementar el TCL en aquellos casos en los

cuales la distribución asintótica obtenida depende del parámetro estudiado.

Un concepto propio de la teoŕıa asintótica, importante a la hora de justificar un

estimador, es el de consistencia. Para poder formular su definición aśı como otras

propiedades relativas al problema de contraste de hipótesis, es necesario establecer

primeramente un marco formal apropiado. Consideremos un experimento estad́ısti-

co (ΩN,AN, {Pθ : θ ∈ Θ}). Nótese que Pθ denota una probabilidad sobre el espacio

41Iε denota la función que toma valor 0 en [0, ε] y 1 en (ε,+∞).
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producto (ΩN,AN). Como ya hemos comentado, el Teorema de Existencia de Kol-

mogorov42 permite construir un experimento de este tipo a partir de experimentos

en dimensión n, siempre que se dé la adecuada consistencia. De hecho, será aśı co-

mo procedamos en la sección dedicada al estudio asintótico del Modelo Lineal. No

queremos decir que las probabilidades de la familia sean de la forma PNθ , para cierta

distribución real Pθ. Si ello sucediera, estaŕıamos considerando una muestra aleatoria

simple de tamaño infinito de dicha distribución. Ese caso particular (caso iid) resulta

de más fácil manejo y permite, entre otras cosas, deducir la consistencia y norma-

lidad asintótica de EMV 43. Dado que la matriz de varianzas-covarianzas de dicha

distribución normal ĺımite es la inversa de la matriz de Información, alcanza la cota

óptima de Cramer-Rao, lo que se traduce en la eficiencia asintótica del EMV44.

Dado un estimando g sobre Θ, que supondremos con valores en Rm, una secuencia

de estimadores (Tn)n∈N de g será una sucesión de estad́ısticos sobre el experimento

anterior y con valores en Rm tales que, para todo n ∈ N, existe una función medible

T̃n, definida sobre (Ωn,An), verificando Tn = T̃n ◦ πn, donde πn denota la proyección

natural sobre Ωn. En los mismos términos podemos hablar de una secuencia de test de

hipótesis con valores en [0, 1]. Decimos que (Tn)n∈N es una secuencia de estimadores

consistente cuando, para todo θ ∈ Θ, la sucesión (Tn)n∈N converge en probabilidad a

g(θ).

De la aplicación del Principio de Máxima Verosimilitud se derivan importantes

propiedades asintóticas, no sólo desde el punto de vista de la Estimación, como ya

hemos mencionado, sino también desde el punto de vista del Contraste de Hipótesis,

como veremos a continuación. Efectivamente, supongamos que Θ es un conjunto

abierto de Rs y deseamos contrastar la hipótesis inicial Θ0 ⊂ Θ, que su vez es un

subespacio vectorial c-dimensional de Θ, con c < s. Podemos suponer, sin pérdida

de generalidad, que el parámetro θ descompone en (θ1, . . . , θs) y la hipótesis inicial a

contrastar es H0 : θ1 = . . . = θs−c = 0. Supongamos que, para cada n ∈ N, podemos

construir el test de la razón de verosimilitudes, con estad́ıstico de contraste RVn, en

cada caso. En Fergusson (1996) se prueba lo siguiente:

Teorema 9.28.
Con las condiciones de regularidad45 necesarias se verifica, para todo θ ∈ Θ0,

−2 logRVn d−→ χ2
s−c

42Ash(1972).
43Lehmann (1983), Cap. 6, Corolario 2.1 y Teorema 2.3.
44Lehmann (1983), Cap. 6. Corolario 2.3
45Nos referimos a hipótesis relacionadas con la continuidad y derivabilidad de las funciones de

densidad. Para más detalles, consultar Lehmann (1983) o Fergusson (1996).
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Aśı pues, para un tamaño muestral suficientemente grande y teniendo en cuenta

el teorema 9.21-(ii), puede construirse el test de la razón de verosimilitudes a nivel

α de manera aproximada, sin necesidad de conocer la distribución nula exacta del

estad́ıstico RV , mediante

TRV (ω) =


1 si − 2 logRV (ω) > χ2,α

s−c
0 si − 2 logRV (ω) ≤ χ2,α

s−c
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coeficiente de correlación múltiple mues-
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distribución, 263

distribución χ2, 39

distribución F -Snedecor, 40

distribución t de Student, 41

distribución beta, 41

distribución condicional de una normal mul-

tivariante, 34

distribución de Poisson, 39, 233

distribución emṕırica, 288
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estimador de máxima verosimilitud, 52,

239, 280

estimador de Ridge, 53

estimador insesgado, 279

estimador insesgado de mı́nima varianza,

51, 280

estimador lineal insesgado, 48

estimador lineal insesgado de mı́nima va-

rianza, 49

estimando, 279

estructura estad́ıstica, 276

experimento estad́ıstico, 276

factor, 162

factor de inflación de la varianza, 133

factor principal, 192

factor secundario, 192

familia de Bonferroni, 81

familia de intervalos de confianza simultáneos,
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parámetro, 276
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83, 243

subespacio V/W, 248

suficiencia, 277

TCL, 297

teorema central del ĺımite, 297
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